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基于机器学习方法预测妇科手术麻醉恢复时间*

蒋文琛 1，屠骞阳 2

（ 1. 湖南省妇幼保健院 麻醉科，湖南 长沙 410008；2. 湖南财政经济学院 财政金融学院，湖南 长沙 410205 ）

摘要：目的　构建妇科手术中麻醉恢复时间预测模型并验证。方法　回顾性收集来自湖南省妇幼保健院2022 年9 月至

2023 年 8 月 495 例妇科手术，数据预处理后，构建逻辑回归 （LR） 模型、支持向量机 （SVM） 模型、多层感知器 （MLP）

模型、自适应提升 （AdaBoost） 模型、梯度提升决策树 （GBDT） 模型、随机森林 （RF） 模型、极限梯度提升 （XGBoost）

模型、类别提升 （CatBoost） 模型及引导聚集 （Bagging） 算法 9 个模型。为评估机器学习模型的预测准确性，绘制了受试

者操作特征 （ROC） 曲线并比较曲线下面积 （AUC）。针对最佳模型，探索各个特征在最佳模型中的重要性，并进行十折

交叉验证最佳模型的适用性和稳定性。结果　在495例患者中，全身麻醉恢复时间≥2 h者为A组，94例；<2 h者为B组，有

401 例。根据性能指标，9 个模型中最佳模型为 XGBoost （AUC 为 0.8701）。特征重要性分析中发现拔管时间与全身麻醉恢

复时间关系密切。在十折交叉验证，该模型表现出了良好的普适性和稳定性。结论　利用多种数据构建的 XGBoost 模型，

有良好的预测表现和临床价值。
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Abstract: 【Objective】 To construct and verify the prediction models of anesthesia recovery time during gynecological 

surgery. 【Methods】 All patients undergoing general anesthesia from September of 2022 to August of 2023 were collected 

retrospectively. After data pre-processing, using these vital sign vectors, 9 machine learning models were constructed: logistic 

regression (LR) Model, support vector machine (SVM) model, multilayer perceptron (MLP) model, adaptive boosting (AdaBoost) 

model, gradient boosting decision tree (GBDT) model, random forest (RF) model, extreme gradient boosting (XGBoost) model, 

categorical boosting (CatBoost) model, and bagging ensemble algorithm. The predictive accuracy was assessed by the receiver 

operating characteristic (ROC) curve and the area under the curve (AUC). In order to find the best model, the importance of each 

feature in the model was explored. Ten-fold cross-validation was conducted in the best model in order to explore the applicability 

and stability of the model. 【Results】 Among the 495 patients, 401 patients had a recovery time of less than 2 hours from general 

anesthesia and 94 patients had recovered from general anesthesia for 2 hours or more. Based on the performance metrics, the optimal 

model was the XGBoost model, which achieved an AUC value of 0.87. According to the importance of each feature in the model, 

the extubation time was the most valuable feature. Through the ten-fold cross-validation, XGBoost model showed good applicability 

and stability. 【Conclusion】 XGBoost model is constructed using a variety of data, which has satiafying prediction preformance and 

clinical value.

Keywords: anesthesia recovery time; gynecological surgery; machine learning

DOI: 10.19338/j.issn.1672-2019.2024.08.001

  · 论 著 ·  

收稿日期 : 2024-03-21

* 基金项目 : 湖南省卫健委科研计划课题 (D202304116065)

·· 1



第 32 卷第 8 期
2024 年 8 月

中国医学工程
China Medical Engineering

Vol.32 No.8
Aug. 2024

麻醉为外科手术提供了安全保障，麻醉技

术的发展是外科技术发展的必要保证［1］。全身麻

醉是使用相关药物让患者在手术期间暂时失去意

识，麻醉医生会全程观察患者生命体征，调整药

物剂量，保障手术顺利进行［2］。麻醉恢复是麻醉

管理的重要组成部分，由于患者的个体差异和术

中条件不同，这一过程是复杂且不断变化的，需

在麻醉医生监测下完成。机器学习是一种计算机

科学理论，围手术期的麻醉数据是庞大而多变的，

传统的统计学方法往往不能充分利用，随着电子

病历系统的推广，麻醉数据记录的电子化使得机

器学习算法成为可能［3］。机器学习可以通过对大

数据的挖掘和分析，建立稳定的模型，预测其他

数据集的结果［4］，正因为这种优势，机器学习也

被越来越多的运用到了临床麻醉的工作中［5］。传

统的关于麻醉恢复的研究往往聚焦于某一项目，

如术后镇痛［6］ 等，对于麻醉恢复时间的决策帮助

并不全面。本研究旨在通过回顾性分析评估妇科

手术全身麻醉围术期的各项指标数据，提高围术

期安全，加快手术运转效率，建立预测妇科手术

全身麻醉恢复时间模型。

1 资料与方法

1.1 一般资料

收集来自湖南省妇幼保健院 2022 年 9 月至

2023 年 8 月的 495 例妇科手术。纳入标准：①妇

科手术范围包括广泛子宫切除术、子宫切除术、

子宫肌瘤剥除术；②手术时长≥1 h；③麻醉方式采

用全身麻醉；④术毕入麻醉恢复室进行麻醉恢复。

排除标准：①术前心功能Ⅲ、Ⅳ级，肺功能检查

提示重度通气功能障碍；②术毕入麻醉恢复室后

中转重症监护室；③电子病例信息系统及电子麻

醉信息系统数据缺失过多。

1.2 数据收集和预处理

所有数据均来源于湖南省妇幼保健院电子病

例信息系统及电子麻醉信息系统。这些数据包括

患者基本信息、术前准备数据、术中干预措施、

术中监测数据、术后数据。患者的基本信息包括

年龄、身高、体重等。术前准备数据包括：基础

生命体征、个人史、术前相关检查指标等。术中

干预措施包括手术方式、麻醉时间、麻醉药物剂

量、出入量、生命体征监测等。术后数据包括恢

复时间、拔管时间、并发症等。每个患者都被视

为一个独立的样本，所有的变量都用于建模，研

究共收集 119 个变量的数据来预测麻醉恢复时间。

笔者删除了一些无用的指标，比如患者姓名、

性别等。为了加快神经网络的收敛速度，对所有

连续指标进行了归一化处理。在所有模型中，笔

者使用单热编码方法将分类数据转换为二进制数

据，将麻醉恢复时间以 2 h 为分界转换为二进制

数据。

1.3 部分特征数据的定义

全身麻醉恢复时间是从术毕麻醉结束时间到

患者苏醒离开麻醉恢复室的时间。术毕患者进入

麻醉恢复室，经历拔管到苏醒的过程，达到转出

标准的患者可离开。转出标准采用 Aldrete 评分

表，评分≥9 分的患者可离开麻醉恢复室。

并发症是指麻醉恢复室内出现的苏醒延迟、

术后急性高血压、寒战、发热、恶心呕吐等麻醉

苏醒期并发症。

1.4 机器学习方法

本文将特征筛选后的数据集按 6∶4 分割测试

集和训练集。基于数据特征，构建 9 种机器学习

模型以预测分析妇科肿瘤患者的麻醉恢复时间，

包括逻辑回归 （logistic regression, LR） 模型、支持

向量机 （support vector machine, SVM） 模型、多层

感知器 （multilayer perceptron, MLP） 模型、自适应

提 升 （AdaBoost） 模 型 、 梯 度 提 升 决 策 树

（gradient boosting decision tree, GBDT） 模型、随机

森 林 （random forest, RF） 模 型 、 极 限 梯 度 提 升

（XGBoost） 模型、类别提升 （CatBoost） 模型及引

导聚集 （Bagging） 算法。

LR 模型可以处理线性可分问题，通过逻辑函

数 （sigmoid 函数） 将线性回归的输出值转换为概

率值，以实现分类［7］。支持 SVM 模型通过在高维

空间中构造一个最优超平面，以最大化类别间的

间隔 （即支持向量），以实现分类［8］。MLP 模型是

一种前馈型人工神经网络，由输入层、隐藏层和

输出层组成。MLP 模型通过非线性的激活函数实

现复杂函数的逼近，采用反向传播算法，通过调

整网络参数以最小化预测误差［9］。AdaBoost 模型

通过逐次叠加多个弱分类器，构建强分类器，根

据上一轮分类器的错误率调整样本权重，使后续

分类器更关注错分样本，从而提高整体模型的分

类性能［10］。GBDT 模型是一种迭代的树模型，逐

步构建一系列决策树，每棵树都对前面树的残差

进行拟合，通过梯度下降优化损失函数，增强模

型的预测精度［11］。RF 模型是一种基于决策树的集
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成学习方法，通过构建多个决策树模型，对样本

和特征进行有放回抽样，并结合其预测结果进行

决策［12］。XGBoost 模型是一种高效的梯度提升框

架，集成了线性模型求解器和树模型学习算法，

通过优化计算效率和内存使用，具有处理速度快、

支持并行计算和正则化、有效防止过拟合的特

点［13］。CatBoost 模型通过改进对类别特征的编码

方式，提高模型的准确性和泛化能力［14］。Bagging

算法通过对训练数据进行多次有放回抽样，能够

有效减少模型的方差，提高预测的稳定性和准

确性［15］。

研究通过网格搜索 （grid search），确定机器学

习模型中最优的超参数组合。绘制模型的受试者

操 作 特 征 （ROC） 曲 线 ， 结 合 曲 线 下 面 积

（AUC）、准确性 （accuracy）、精确率 （precision）、

召回率 （recall） 和 F1 值评价二分类器的分类性

能，据此选择最优预测模型。

1.5 统计学方法

采用 Python 3.10 进行描述性统计分析和机器

学习模型构建。XGBoost 模型采用 Python XGBoost

程序实现，CatBoost 模型采用 Python CatBoost 程序

实现，其他机器学习模型采用 Python scikit-learn

程序实现。数据统计分析中连续变量数据以均

数±标准差 （-
x ± s） 表示，组间均数比较采用 t 检

验；分类变量数据以百分率 （%） 表示，组间比较

采用 χ² 检验。P<0.05 为差异有统计学意义。

2 结果

2.1 描述性统计

本研究一共纳入了 495 例患者，其中麻醉恢

复时间≥2 h 的 94 例患者为 A 组，<2 h 的 401 例患

者为 B 组。两组患者的年龄、体重、基础收缩压、

淋巴细胞数、麻醉时长、拔管时间、出量等特征

比较差异有统计学意义 （P<0.05）。见表 1。

两组患者的并发症、心电图、肺部检查、腹

部检查、手术范围、术后追加止痛药、Caprini 评

分 特 征 比 较 差 异 有 统 计 学 意 义 （P<0.05）。

见表 2。

2.2 模型评价

ROC 曲线通过描绘不同阈值下的真阳性率

（true positive rate, TPR） 与假阳性率 （false positive 

rate, FPR） 之间的关系，评估模型的分类能力。图 1

显示了 9 个分类模型在本数据集上的 ROC 曲线。

所有模型的 AUC 值均远高于 0.5，表明这些模型

在本数据集上的分类能力均明显优于随机猜测。

其中 XGBoost 模型的 AUC 为 0.8701，优于其他

模型。

表 3 显示了模型性能指标，综合评估各模型

AUC、准确性、精确率、召回率和 F1 值，选取

XGBoost 模型预测麻醉恢复时间。

表 1　两组患者部分连续变量数据的特征比较 （-
x ± s）

特征变量

年龄/岁
身高/cm
体重/kg
BMI/(kg/m2)
基础收缩压/mmHg
基础舒张压/mmHg
基础心率/(次/min)
白细胞/(×109/L)
中性粒细胞/(×109/L)
淋巴细胞数/(×109/L)
血红蛋白/(g/L)
血小板/(×109/L)
凝血酶原时间/s
活化部分凝血活酶时间/s
谷丙转氨酶/(U/L)
谷草转氨酶/(U/L)
总胆红素/(μmol/L)

A 组(n=94)
49.50±10.55

153.36±23.48

56.26±7.93

22.44±4.58

124.50±16.07

77.56±9.69

78.13±9.74

5.59±1.60

3.45±1.36

1.58±0.53

114.71±21.66

245.74±76.44

12.07±2.04

34.60±6.51

18.47±23.53

21.46±15.99

9.66±5.16

B 组(n=401)
45.60±9.81

153.89±27.69

58.30±8.37

22.42±5.02

120.83±16.25

77.91±9.56

79.73±10.36

5.88±1.64

3.53±1.42

1.75±0.55

114.99±20.83

252.14±66.70

12.24±1.36

35.03±5.46

14.58±11.70

18.42±8.25

9.55±6.10

t

3.268

-0.190

-0.221

0.037

1.989

-0.321

-1.448

-1.574

-0.509

-2.779

-0.115

-0.748

-0.769

-0.593

1.558

1.877

0.179

P
0.001

0.865

0.032

0.977

0.048

0.757

0.159

0.116

0.614

0.007

0.910

0.456

0.446

0.555

0.122

0.076

0.856

特征变量

钾/(mmol/L)
葡萄糖/(mmol/L)
白蛋白/(g/L)
尿素/(mmol/L)
肌酐/(μmol/L)
麻醉时长/min
出量/mL
入量/mL
术中最高心率/(次/min)
术中最低心率/(次/min)
丙泊酚/mg
顺式阿曲库铵/mg
罗库溴铵/mg
舒芬太尼/μg
瑞芬太尼/mg
七氟烷/mL
拔管时间/min

A 组(n=94)
3.37±1.54

4.01±2.45

42.78±7.42

4.52±1.72

53.90±15.43

221.38±81.78

699.73±485.82

1 909.57±649.95

80.07±11.01

58.44±9.26

1 345.21±1612.95

24.35±11.26

57.82±48.27

36.77±15.46

1.51±0.55

14.26±12.16

73.62±20.29

B 组(n=401)
3.34±1.67

3.86±2.57

42.43±9.61

4.56±1.69

53.34±13.55

195.66±71.27

536.48±401.98

1 796.31±577.97

78.40±9.67

58.40±7.19

1 075.81±549.26

23.74±8.86

50.67±16.96

34.64±15.73

1.43±0.56

11.81±9.98

45.48±15.43

t

0.167

0.529

0.388

-0.204

0.324

2.809

3.024

1.552

1.353

0.039

1.598

0.491

1.416

1.198

1.265

1.818

12.618

P
0.868

0.591

0.702

0.848

0.747

0.006

0.003

0.123

0.176

0.973

0.113

0.625

0.160

0.233

0.214

0.072

<0.001

注：1 mmHg=0.133 kPa。
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2.3 特征重要性分析

本 研 究 使 用 SHAP （SHapley Additive 

exPlanations） 方法对 XGBoost 模型的特征重要性

进行分析。通过计算每个特征对预测结果的贡献，

量化各个特征对模型输出的影响。图 2 列示了影

响麻醉恢复时间的前十大因素。拔管时间是对模

型输出影响最大的特征，尿量、丙泊酚剂量、麻

醉时长、高密度胆固醇等也是重要的影响因素。

2.4 模型的交叉验证

图 3 显示了 XGBoost 模型的十折交叉验证结果。

模型最大 AUC 为 95.8% （95%CI：78.4%~95.8%），

最小 AUC 为 77.2% （95%CI：77.2%~95.8%），总体

表 2　两组患者部分分类变量数据的特征比较 ［n(%)］
特征变量

心电图

 正常

 异常

肺部检查

 正常

 异常

腹部检查

 正常

 肝

 肝肾

 肝肾胆囊

ASA 分级

 Ⅰ级

 Ⅱ级

 Ⅲ级

 Ⅳ级

手术类型

 开腹

 腹腔镜

 阴式

手术范围

 子宫全切

 肌瘤剥除

 子宫全切+淋巴结清扫

 广泛子宫全切

麻醉方法

 全身麻醉

 全身麻醉+椎管内麻醉

A 组(n=94)

46(48.9)
33(35.1)

61(64.9)
33(35.1)

27(28.7)
23(24.5)
11(11.7)
18(19.1)

0(0.0)
92(97.9)

2(2.1)
0(0.0)

12(12.8)
78(83.0)

4(4.3)

50(53.2)
21(22.3)

5(5.3)
18(19.1)

94(100.0)
0(0.0)

B 组(n=401)

245(61.1)
120(29.9)

305(76.1)
92(22.9)

110(27.4)
86(21.4)
18(4.5)

57(14.2)

21(5.2)
366(91.3)

13(3.2)
1(0.2)

86(21.4)
296(73.8)

19(4.7)

166(41.4)
189(47.1)

8(2.0)
38(9.5)

398(99.3)
3(0.7)

χ2

1.899

5.091

4.780

5.828

3.783

22.962

0.011

P

0.046

0.035

0.024

0.120

0.151

<0.001

0.918

特征变量

血管活性药物

 未应用

 应用

肌松拮抗药

 未应用

 应用

术后追加止痛药

 未应用

 应用

神经阻滞镇痛

 未应用

 应用

术后镇痛泵应用

 未应用

 应用

并发症

 无

 有

Caprini 评分

 0 分

 1 分

 2 分

 3 分

 4 分

 5 分

 6 分

 7 分

 8 分

A 组(n=94)

68(72.3)
26(27.7)

6(6.4)
88(93.6)

48(51.1)
46(48.9)

18(19.1)
76(80.9)

20(21.3)
74(78.7)

67(71.3)
27(28.7)

10(10.6)
37(39.4)
19(20.2)

8(8.5)
12(12.8)

4(4.3)
3(3.2)
1(1.1)
0(0.0)

B 组(n=401)

301(75.1)
100(24.9)

44(11.0)
357(89.0)

263(65.6)
138(34.4)

95(23.7)
306(76.3)

72(18.0)
329(82.0)

370(92.3)
31(7.7)

82(20.4)
172(42.9)
81(20.2)
31(7.7)
28(7.0)
5(1.2)
0(0.0)
1(0.2)
1(0.2)

χ2

0.171

1.297

6.269

0.652

0.357

30.444

25.178

P

0.679

0.255

0.012

0.419

0.550

<0.001

0.001

Logistic Regression (AUC=0.86)SVM (AUC=0.86)Multilayer Perceptron (AUC=0.84)AdaBoost (AUC=0.84)GBDT (AUC=0.86)Random Forest (AUC=0.84)XGBoost (AUC=0.87)CatBoost (AUC=0.86)Bagging (AUC=0.86)
0.0             0.2            0.4              0.6            0.8             1.0False Positive Rate

1.0

0.8

0.6

0.4

0.2

0.0

Tru
e P
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tive

 Ra
te

图 1　机器学习模型的 ROC 曲线

表 3　模型性能评估表 

模型

LR 模型

SVM 模型

MLP 模型

AdaBoost 模型

GBDT 模型

RF 模型

XGBoost 模型

CatBoost 模型

Bagging 算法

AUC
0.8581

0.8595

0.8424

0.8404

0.8637

0.8385

0.8701

0.8605

0.8598

accuracy
0.8586

0.8333

0.8081

0.8586

0.8283

0.8485

0.8687

0.8535

0.8586

precision
0.6389

0.5714

0.5000

0.6563

0.5500

0.6667

0.7308

0.6216

0.6563

recall
0.6053

0.5263

0.6053

0.5526

0.5789

0.4211

0.5000

0.6053

0.5526

F1 score
0.6216

0.5479

0.5476

0.6000

0.5641

0.5161

0.5937

0.6133

0.6000
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上保持较高的分类准确性，说明模型在处理数据集 时具有较强的鲁棒性和泛化能力。

3 讨论

目前国内麻醉医生资源短缺，在麻醉恢复室，

一名麻醉医生往往需要同时监测数名麻醉恢复期

的患者，如何高效的缓解麻醉恢复期的压力，在

保障安全的同时，提高手术室医疗效率，节约成

本，近年来逐渐受到医疗领域的重视。

本研究作为一项回顾性研究，构建了 9 种机

器学习模型，利用围术期相关电子信息对麻醉恢

复时间做出预测，并探索了各种特征在模型中的

重要性，其中 XGBoost 模型为最优模型。相较于

既往预测麻醉恢复时间的逻辑回归及随机森林模

型，XGBoost 模型在处理复杂数据集、提升预测精

度、处理缺失值和防止过拟合方面体现出优势，

增强模型对妇科手术患者麻醉恢复时间的预测能

力。在特征重要性方面，由于 XGBoost 模型能够

处理复杂的非线性关系，因此增强了对拔管时间、

尿量等变量与麻醉恢复时间之间关系的可解释性。

在该模型中，拔管时间与麻醉恢复时间的相关性

最为显著，这与 YANG 等［16］对于麻醉恢复时间的

研究结果一致。排在之后的影响因素分别是尿量、

丙泊酚用量、麻醉时长、高密度胆固醇、术后血

气分析 PaCO2、Caprini 评分、顺式阿曲库铵用量、

年龄、淋巴细胞数，这些影响因素与其他关于麻

醉恢复的研究不全相同，但是其中麻醉时长是一

个共同点。这为麻醉医生确定麻醉恢复时间提供

了判断依据。

在前十的影响因素当中，不仅包括术中干预

因素，还包含了部分术前准备数据。这意味着麻

醉苏醒虽然受术中干预的影响较大，但是患者自

身情况也会在一定程度上影响恢复时间。由于患

者的个体差异和术中条件不同，这一过程是复杂

且不断变化的，甚至可以涉及到多系统多学科的

知识，本研究对于影响因素的探讨为麻醉医生的

恢复期的临床决策提供了一定的思考方向。对于

手术患者的持续监测、反复评估，可以极大的保

障麻醉恢复期的平稳度过，促进手术室的有效运

转，避免医疗资源的浪费［17］。

本研究存在局限性。作为回顾性研究，不能

完全排除选择偏倚。用于预测模型训练的特征仅

从一家医疗机构提取，收集到的数据量不可避免

地会很少。笔者收集的数据只包括在湖南省妇幼

保健院接受妇科手术治疗的患者，因此数据的分

布有一定的地理局限性。在未来，笔者计划从多

家医疗机构收集数据，并将研究扩展到其他预测

任务。

综上所述，本研究利用多种数据构建机器学

习模型，其中 XGBoost 模型有着良好的预测表现

和临床价值。该模型综合分析多种影响因素，预

测麻醉恢复时间，特征重要性排序可帮助麻醉医

生优化临床决策。

拔管时间/min
淋巴细胞数/(×109/L)

高密度胆固醇/(mmol/L)
术后 PaC02/mmHg

Caprini 评分/分
尿量/mL

顺式阿曲库铵/mg
术中最高心率次/分

身高/cm
基础收缩压/mmHg

0.00            0.01            0.02            0.03           0.04            0.05           0.06mean (|SHAP value|) (average impact on model output magnitude)
图 2　XGBoost 模型的特征重要性
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